
Chapitre 7

Détection-estimation conjointe en IRM

fonctionnelle

7.1. Introduction à l’imagerie cérébrale fonctionnelle

La neuroimagerie fonctionnelle a pour objet la caractérisation du cerveau en ac-

tion. Son usage le plus classique consiste à faire effectuer une tâche à un individu tout

en mesurant simultanément un signal induit par l’activité cérébrale.

Différentes modalités d’investigation permettent au neuroscientifique de sonder le

fonctionnement cérébral tant chez le volontaire sain que chez le patient, que la pa-

thologie soit neurodégénérative (Alzheimer), psychiatrique (schizophrénie) ou neuro-

logique (AVC, épilepsie). Sans entrer dans une taxonomie des modalités d’imagerie,

il convient d’en brosser un tableau général (voir figure 7.1) et de distinguer celles

qui permettent de répondre à deux questions fondamentales, sous une forme simpli-

fiée : Où et Quand se déroulent les processus cérébraux ? En réalité, le cerveau est une

structure complexe où la spécialisation et l’intégration fonctionnelle coexistent, si bien

qu’il serait illusoire de penser les fonctions cognitives comme des modules spéciali-

sés très localisés. Parmi les outils de la neuroimagerie fonctionnelle, nous discutons

rapidement les suivants :

– L’imagerie par résonance magnétique fonctionnelle (IRMf) consiste à mesurer,

de façon non invasive, le signal BOLD1 qui reflète le taux d’oxygénation du sang dans

le cerveau [OGA 90]. Par un mécanisme de réponse neuro-vasculaire, l’afflux de sang

oxygéné augmente dans les régions dont le métabolisme neuronal s’accroît, de façon
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Figure 7.1 – Comparaison des différentes modalités d’imagerie cérébrale en termes de

résolution spatio-temporelle et de degré d’invasivité.

bien plus importante que nécessaire. Grâce à sa bonne résolution spatiale (environ le

mm), il est possible par cette méthode de connaître les régions du cerveau spécifi-

quement impliquées dans une tâche donnée. Depuis les années 2000 et l’émergence

de l’IRMf événementielle, qui consiste à présenter les stimuli de façon isolée dans le

temps, il est possible de recouvrer la dynamique du signal BOLD avec une résolution

temporelle de l’ordre de la seconde. Cela reste néanmoins plus lent que la dynamique

des processus cognitifs (quelques dizaines à centaines de millisecondes). Le choix

de l’IRMf comme modalité d’investigation est multiple : d’une part, avec l’avène-

ment des imageurs à très haut champ2, de l’imagerie parallèle [PRU 99, CHA 11b],

et des techniques d’échantillonnage compressé [LUS 07, BOY 12], des gains impor-

tants sont encore attendus en résolution spatio-temporelle. D’autre part, l’émergence

de nouveaux agents de contraste (CEST, USPIO) pourrait permettre d’atteindre une

résolution moléculaire de l’ordre de celle atteinte en TEP.

– La tomographie par émission de positrons (TEP) consiste à mesurer les modi-

fications du débit sanguin au moyen d’un traceur radioactif qu’il faut préalablement

injecter par voie intraveineuse. La diffusion du traceur et la modulation du débit san-

guin étant des phénomènes relativement lents, cette technique ne donne pas accès à

la dynamique des mécanismes neuronaux. Son invasivité et la faible résolution tem-

porelle des phénomènes biologiques observés en font une technique aujourd’hui de

moins en moins utilisée pour l’imagerie fonctionnelle, supplantée par l’IRMf.

2. IRM à 11.7 T prévu fin 2013 à NeuroSpin.
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– L’électroencéphalographie (EEG) fut la première méthode de neuroimagerie non

invasive, mise au point en 1929, par le neurologue Hans Berger. Contrairement aux

méthodes précédentes, c’est une mesure de l’activité électrique. L’EEG est relative-

ment peu précise spatialement mais elle offre une bonne résolution temporelle, uni-

quement limitée par la vitesse de l’électronique de mesure (5 kHz) [SWA 98]. L’ap-

proche classique consiste à mesurer des potentiels évoqués : en répétant une même

stimulation un grand nombre de fois, il est possible de mettre en évidence des ondes

positives et négatives caractéristiques des différentes étapes du processus de traitement

de l’information (e.g., potentiels évoqués N100, P300, ...) [HAL 98].

– La magnétoencéphalographie (MEG) offre une information relativement simi-

laire à l’EEG, mais elle mesure les champs magnétiques induits par l’activité céré-

brale. L’intérêt de la MEG réside dans le fait que, contrairement aux champs élec-

triques, les champs magnétiques ne sont quasiment pas déformés par leur passage au

travers des tissus organiques (notamment l’interface entre le liquide céphalo-rachidien

et le crâne). Tout comme avec l’EEG, il est possible via la résolution d’un problème

inverse linéaire de reconstruire les sources du signal électromagnétique sur la surface

corticale. Cela permet d’identifier avec une précision d’un demi centimètre les régions

d’où sont émis les champs évoqués [SEK 05]. Ces techniques de localisation spatiale

ont pris leur essor grâce aux outils de la régularisation [BAI 97] et l’avènement d’al-

gorithmes d’optimisation efficaces [BAU 11, GRA 11].

Une étape clé dans dans le choix de la modalité d’imagerie réside dans la question neu-

roscientifique à laquelle on doit répondre. Si l’on souhaite garantir le décodage tem-

porel de l’activité neuronale, le meilleur choix semble la MEG ou l’EEG à défaut. Si

en revanche, on privilégie la localisation spatiale, l’IRMf semble plus judicieuse. Au

delà de ce choix, l’obtention d’une description fiable de l’activité neuronale peut être

améliorée, d’aborden concevant des outils de mesure (imageurs, capteurs) plus per-

formants, puisen améliorant les méthodes d’analyse pour corriger les imprécisions ou

artéfacts de mesure (reconstruction robuste, débruitage, distortions, ...) ou tenir compte

de modèles mathématiques plus réalistes des processus physiologiques sous-jacents.

Ce chapitre s’inscrit justement dans une problématique de restauration et de dé-

tection d’objets liés à l’activité cérébrale à partir de signaux bruités d’IRMf, en expo-

sant une approche bayésienne pour la Détection-estimation conjointe (DEC) de l’ac-

tivité cérébrale, c’est-à-dire pour la résolution d’un problème inverse spatio-temporel

(3D+temps). L’approche DEC remet en cause le paradigme classique de détections

des activations en IRMf en estimant la réponse impulsionnelle du système neuro-

vasculaire plutôt qu’en la supposant connue et constante à travers tout le cerveau.

Dans la suite, nous présentons en section 7.2 la problématique de la DEC, puis

l’inversion est abordée dans un cadre bayésien en section 7.3. Deux schémas d’infé-

rence alternatifs, i.e., stochastique et variationnel, sont ensuite présentés dans les sec-

tions 7.4 et 7.5, respectivement. Une comparaison des résultats fournis par ces deux
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approches tant sur données simulées que réelles est menée en section 7.6, ouvrant

ainsi une discussion concernant les apports de chaque formalisme en fin de chapitre.

7.2. Détection-estimation conjointe de l’activité cérébrale

7.2.1. Détection et estimation : deux questions inter-dépendantes

L’objectif de l’analyse en IRMf intra-sujet est double : d’une part, (i) localiser

l’activité neuronale évoquée par des tâches cognitives d’intérêt au cours d’un pa-

radigme expérimental, c’est-à-dire détecter les voxels activés par la stimulation, et

d’autre part, (ii) estimer la dynamique du système neuro-vasculaire qui opère le lien

entre les stimulations et les signaux BOLD mesurés, en caractérisant la Fonction de

Réponse Hémodynamique (FRH) dont une forme canonique est décrite en figure 7.2.

Il s’agit donc de produire des cartes d’activation ainsi qu’une description locale de la

réponse induite par la stimulation, en vue de mieux comprendre le couplage neuro-

vasculaire mais aussi de contribuer à un schéma dynamique du fonctionnement cé-

rébral, en étudiant par exemple la variabilité spatiale du temps d’arrivée au pic de

la réponse ou en tentant d’inférer des relations d’ordonnancement temporel entre les

états d’activation.

Figure 7.2 – FRH canonique et ses principales caractéristiques. Cette réponse opère un

délai ainsi qu’une transformation à variation lente du signal de stimulation d’entrée.

L’initial dip ou déplétion précoce n’est pas toujours observé et reflète une extraction

immédiate d’oxygène due à l’excitation neuronale.

L’approche usuelle pour aborder ces deux questions s’appuie sur la régression mul-

tiple, encore connue sous le nom de Modèle linéaire général (MLG) [FRI 95]. Dans ce
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contexte, on construit une matrice de dessin expérimental c’est-à-dire un ensemble de

régresseurs représentant les décours temporels canoniques d’activation. Ces décours

sont construits comme la convolution d’une FRH canonique (voir figure 7.2) avec le

signal binaire déduit de chaque condition expérimentale présente dans le paradigme,

c’est-à-dire du signal codant les occurrences des stimuli propres à cette condition (e.g.,

présentation d’un visage connu) : chaque ‘1’ indique une occurrence du stimulus. La

détection est alors conduite voxel par voxel par estimation des paramètres du MLG au

sens du maximum de vraisemblance et des statistiques suffisantes normalisées (e.g.,

test de Student) sont ensuite calculées pour détecter des activations (différence d’ac-

tivité ou contraste entre deux conditions expérimentales comme l’activité en réponse

à des visages connus versus inconnus) en rejetant l’hypothèse nulle selon laquelle le

contraste est nul, à un risque de première espèce spécifié.

Dans le cadre du MLG, l’estimation de l’hémodynamique ne peut se faire que

dans les régions détectées comme activées. Ainsi, elle s’en trouve biaisée car cette

détection s’est appuyée sur un modèle canonique prédéfini. Il apparaît que ces deux

tâches sont fortement interdépendantes : un bon modèle de FRH est nécessaire pour

construire le modèle linéaire et bien détecter les activations tandis qu’une estima-

tion fiable de la FRH n’est disponible que dans les régions correctement détectées.

Bien qu’il soit possible d’injecter une certaine flexibilité temporelle au sein du mo-

dèle linéaire [HEN 00, CAS 08] en ajoutant des régresseurs (e.g., bases de fonctions

[WOO 04a], dérivation et dispersion de la FRH canonique [HEN 00], modèle FIR

[GOU 00], ...), il est d’usage dans les approches par MLG de n’utiliser qu’un modèle

hémodynamique fixe pour l’ensemble du cerveau, ce qui va à l’encontre des connais-

sances sur le signal BOLD (voir paragraphe 7.2.2). Par ailleurs, estimer la FRH ne

fait sens que dans des régions activées par une tâche spécifique, ce qui induit un biais

de présélection et ne reflète pas l’activité hémodynamique sur l’ensemble du cerveau.

Une approche procédant à l’estimation de la FRH voxel à voxel [MAR 03, CIU 03]

permet parfois d’inférer dans un second temps les états d’activation. Cependant, cette

méthodologie s’avère parfois peu robuste à cause des composantes de nuisance et du

bruit prépondérants dans le signal BOLD [CIU 04].

L’idée de réaliser une détection-estimation conjointe (DEC) est apparue initiale-

ment dans [MAK 05, MAK 08], où le problème de la reproductibilité de la FRH est

traité spatialement en adoptant une parcellisation 3D du cerveau (voir figure 7.3).

L’objectif est ainsi de faire ressortir une échelle spatiale où ce filtre hémodynamique,

incarné par la FRH, peut être supposé constant localement, de façon à rendre ainsi

son estimation la plus robuste possible, contrairement aux tentatives voxel à voxel

[DEP 08]. Il convient maintenant de formuler les hypothèses physiologiques sous-

tendant le modèle retenu.
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Figure 7.3 – Vues coronale, sagittale (en haut), axiale et 3D cerveau entier (en bas)

d’une parcellisation intra-sujet, où une couleur code pour une parcelle, superposées à

l’IRM anatomique en niveaux de gris ainsi qu’à la surface corticale (maillage gris).

7.2.2. Hypothèses physiologiques sur l’hémodynamique

Les caractéristiques d’intérêt du signal BOLD synthétisées ici constituent l’en-

semble des connaissances a priori sur le signal observé [LOG 01].

H1) le signal est très bruité : les variations de l’activité hémodynamique évoquée

par le paradigme ne représentent qu’un changement de l’ordre de 2 à 5% par rapport

à la ligne de base à 3 Tesla.

H2) Il existe une corrélation spatiale des signaux BOLD, due aux phénomènes phy-

siologiques observés et au fonctionnement neuronal en réseau. Ces phénomènes pos-

sèdent un support spatial plus large que la résolution spatiale des données.

H3) Le signal présente une corrélation temporelle à courte et longue portée. La

composante à courte portée ou haute fréquence vient naturellement de la durée des

phénomènes physiologiques qui dépasse la période d’échantillonnage. Parmi ceux-ci,

certains sont d’intérêt car liés au paradigme, d’autres reflètent des régulations physio-

logiques qu’il est difficile de modéliser explicitement, de par leur nature inattendue.

Elles entrent donc dans la modélisation du bruit sous la forme d’un processus aléa-

toire auto-corrélé temporellement [WOO 01]. La corrélation à longue portée provient

en partie d’artéfacts : les pulsations respiratoires et surtout cardiaques ont des fré-

quences supérieures à celle de la mesure du signal. La condition de Shannon-Nyquist

n’est pas satisfaite, induisant ainsi un repliement spectral des composantes cardiaques
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et respiratoires sur les basses fréquences des signaux acquis. Dans sa partie très basse

fréquence, la composante à longue portée est également associée à une activité cé-

rébrale intrinsèque d’intérêt qui peut être mise en évidence en IRMf sur les réseaux

fonctionnels du repos (e.g., mode par défaut) [ZAR 97, LIN 01, CIU 08].

H4) Si le couplage neuro-vasculaire peut être décrit physiologiquement par le com-

plexe neuro-vasculaire, l’origine du signal BOLD mesuré reste floue et dépend de

variations de plusieurs facteurs : le volume sanguin, le débit sanguin et la concentra-

tion en déoxyhémoglobine sans que l’on puisse clairement établir les contributions de

chacun [LOG 01, EKS 10].

H5) L’hémodynamique est variable spatialement, tant au sein d’un même sujet

[MIE 00, HAN 04] qu’entre les sujets [AGU 98, BUC 98]. Les variations inter-sujets

sont d’autant plus marquées que l’on considère des populations pouvant différer par

l’âge [RIC 03], la pathologie ou bien la thérapeutique [DES 99].

Le modèle du ballon [BUX 98] et ses extensions [BUX 04, RIE 04] sont ceux

qui d’un point de vue physiologique établissent la description la plus fine du cou-

plage neuro-vasculaire en respectant les hypothèses H1-H5. Régis par des systèmes

d’équations différentielles non linéaires aux paramètres inconnus, ces modèles souf-

frent de problèmes d’identifiabilité et s’avèrent difficiles à mettre en pratique sur des

paradigmes événementiels rapides multi-conditions. Nous considérons plutôt dans ce

chapitre un modèle convolutif, plus aisément manipulable mais également à même de

couvrir un plus large panel de paradigmes. Ci-dessous, nous rappelons les hypothèses

temporelles caractéristiques du signal BOLD qui autorisent la mise en place de ce

modèle.

7.2.3. Modèle convolutif variable dans l’espace

Stationnarité. La réponse BOLD est supposée stationnaire dans le temps c’est-à-dire

ne variant pas au cours des différents essais d’un même stimulus : si l’on note x(t) un
stimulus présénté à l’instant t et h(x(t)) la réponse hémodynamique évoquée, alors

la stationarité indique : h(x(t +∆t)) = h(x(t)) pour ∆t un intervalle inter-stimulus

tel que ∆t > 3 s. Dans le cas contraire, des phénomènes de saturation de la réponse

entrent en jeu et la réponse devient sous-linéaire [DAL 97, BUC 98].

D’un point de vue physiologique, cette hypothèse est justifiée par la construction

du paradigme où l’on veille à distribuer les essais pseudo-aléatoirement pour empê-

cher l’apprentissage ou l’anticipation et limiter la durée de l’expérience pour éviter la

fatigue du sujet. Une seconde justification vient de la question cognitive posée : on

recherche une réponse reproductible à travers les essais.

Linéarité. Le système vasculaire est supposé linéaire ce qui revient à supposer d’une

part h(ax(t)) = ah(x(t)) pour une amplitude a > 0 du stimulus, et d’autre part qu’il
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est additif vis-à-vis des conditions expérimentales, notées ici x1 et x2 : h(x1(t) +
x2(t)) = h(x1(t)) + h(x2(t)). Toutefois, des phénomènes de saturation existent.

Ainsi, pour un doublement de l’intensité du stimulus sonore, la réponse dans le cortex

auditif ne double que dans une plage restreinte du volume en décibels.

Ces hypothèses aboutissent à un système convolutif, qui trouve en outre sa jus-

tification par le choix d’une modélisation simple mais respectueuse des hypothèses

H1-H4. Pour garantir une certaine souplesse, un filtre linéaire à réponse impulsion-

nelle finie (RIF) est retenu de façon à formuler son identification comme un problème

d’estimation non paramétrique. Par ailleurs, pour tenir compte de H5 tout en assu-

rant un caractère parcimonieux et donc une plus grande robustesse d’estimation, nous

avons proposé les restrictions suivantes [MAK 05, MAK 08] : « une seule forme de

FRH par région caractérise le système hémodynamique, les variations locales d’ac-

tivité au niveau du voxel sont ramenées à des modulations d’amplitude de la FRH

uniquement. Le modèle découple donc la forme du filtre hémodynamique de son am-

plitude, induisant un système bilinéaire. »

Nous introduisons maintenant les notations utilisées dans la suite. Le tableau 7.1

indique les variables associées aux grandeurs d’intérêt en utilisant les conventions

suivantes : vecteurs3 et matrices sont notés en gras minuscules et majuscules, respec-

tivement (e.g., x et X). Les scalaires sont notés en caractères non gras minuscules et

les ensembles avec des doubles-barres (e.g., ), la transposition est symbolisée par t.

7.2.4. Modèle génératif régional

L’approche suppose un partionnement préalable des données i.e., une parcellisa-

tion garantissant une homogénéité de l’hémodynamique au sein de chaque parcelle.

Supposons donc le cerveau préalablement subdivisé en P = (Pγ)γ=1:Γ parcelles,

chacune ayant des propriétés fonctionnelles homogènes du point de vue de l’hémody-

namique. Le modèle proposé sera donc inféré parcelle par parcelle, indépendamment

les unes des autres.

Chaque parcelle Pγ est définie par un ensemble connexe de voxels  γ . Elle pos-

sède une unique FRH hγ caractéristique de Pγ , qui est ainsi considérée identique pour

tous les voxels. Les niveaux d’activation A sont propres à chaque voxel Vj et chaque

condition expérimentale m (cf. hypothèse de stationnarité de la réponse BOLD). On

en déduit en chaque voxel Vj ∈  γ le modèle génératif suivant, illustré à la figure 7.4 :

yj = Sjhγ + Pℓj + bj , avec Sj =
M∑

m=1

amj Xm (7.1)

3. Toujours en colonne.
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n ∈  ∗N = {1, . . . , N} Index des scans

j ∈  ∗J Index des voxels

TR Temps de répétition : résolution temporelle des données

! = {Vj}j=1:J Ensemble des voxels. Pour une analyse cerveau entier,

J ≈ 5.104. Pour une analyse régionale, J ≈ 500.
m ∈  ∗M Index des conditions expérimentales

yj = (yj,n)n=1:N ∈ "N Signal IRMf mesuré au voxel Vj

bj = (bj,n)n=1:N ∈ "N bruit de mesure et de modèle au voxel Vj

Y = (yj)j=1:J Matrice N × J des données acquises pour!

ℓj = (ℓj,n)n=1:N ∈ "Q Coefficients de la dérive basse fréquence en Vj

L = (ℓj)j=1:J Matrice Q×N des coefficients de dérive pour!

qm = (qmj )j=1:J Etats d’activation sur! associés à la condition m

Q = (qm)m=1:M Matrice des états pour toutes les conditions et!

am = (am
j )j=1:J NRN sur! associés à la condition m

A = (am)m=1:M Matrice des NRN pour toutes les conditions et!

xm = (xdt
m)dt=0:∆t:

N×TR
∆t Séquence codant les temps d’arrivée des stimuli de type m

échantillonnée sur une grille de résolution ∆t

hγ = (hd∆t
γ )d=0:D FRH avec ∆t la période d’échantillonnage de la FRH

Tableau 7.1 – Table des notations.

où Sjhγ constitue la somme des composantes stimulus-induites du signal BOLD. La

matrice Xm = (xn−d∆t
m )d=0:Dn=1:N est binaire, de dimensions N × (D + 1), et code

les occurrences des stimuli de la m-ième condition. Le paramètre ∆t est la période

d’échantillonnage de la FRH inconnue hγ dans Pγ . Le scalaire amj est l’amplitude de

la réponse au voxel Vj pour la conditionm. Ces poids modélisent la transition entre les

stimulations et la réponse vasculaire. Ils peuvent donc être considérés comme « pré-

vasculaires ». En outre, comme il est admis que l’occurrence d’un stimulus coïncide

avec l’excitation neuronale, elle-même à l’origine de la réponse vasculaire, les ampli-

tudes A sont donc qualifiées de « niveaux de réponse neurale » (NRN). La matrice P

est une base orthogonale de fonctions basses fréquences de taille N × Q. A chaque

voxel est attaché un vecteur de poids ℓj afin d’estimer la dérive. L’ensemble de ces

vecteurs au sein de Pγ est regroupé dans L. Finalement, bj est le vecteur de bruit en

Vj dont la structure est détaillée au paragraphe 7.3.1.

7.3. Approche bayésienne

Le formalisme bayésien nécessite de fondre le problème dans un cadre probabiliste

et l’objet principal d’intérêt est la densité jointe a posteriori de tous les paramètres in-

connus sachant les observations Y . Cette dernière permet de proposer des estimateurs

des inconnues, particulièrement pour (hγ ,A) qui sont les plus pertinents d’un point de

vue cognitif. Elle est définie par :

p(hγ ,A,L,Θ |Y ) ∝ p(Y |hγ ,A,L,θ0) p(A |θA) p(hγ |θh)p(L |θℓ) p(Θ) (7.2)
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Figure 7.4 – Modèle parcellique du signal BOLD. La taille de chaque parcelle Pγ est

typiquement de quelques centaines de voxels. Le nombreM de conditions expérimen-

tales d’un paradigme varie habituellement entre 1 et 5 ; dans cette illustration,M = 2.
Ce modèle supporte des paradigmes asynchrones pour lesquels les temps d’arrivée

des stimuli ne correspondent pas nécessairement aux instants d’acquisition. Les NRN

(a1j ,a
2
j ) sont voxel-spécifiques tandis que la FRH hγ est constante pour la parcelle Pγ

mais varie d’une parcelle à l’autre (non montré). Elle peut être échantillonnée à une

période de 0.5s pour une durée allant typiquement de 20s à 25s (e.g., D = 51). Les
coefficients ℓj portent usuellement sur quelques composantes (Q = 4).

oùΘ rassemble tous les hyperparamètres du modèle : θ0 contient ceux liés au modèle

de bruit et θx se rapporte à ceux liés à l’inconnue x ∈ {hγ ,A,L}. Cette densité jointe

nécessite l’expression du terme de vraisemblance ainsi que la définition d’a priori sur

les variables modélisées.

7.3.1. Vraisemblance

La vraisemblance est la densité des observations pour un jeu de paramètres donné

du modèle considéré. Elle modélise l’incertitude d’adéquation du modèle aux don-

nées observées et dépend donc directement des hypothèses sur le bruit. Même si

la structure du bruit est corrélée spatialement [WOO 04b], cette dépendance est né-

gligée et les séries temporelles d’IRMf sont considérées indépendantes spatialement

mais non identiquement distribuées. Par ailleurs, étant donnée la nature de l’acqui-

sition des données (cf. H2), le bruit est supposé auto-corrélé temporellement et l’on

considère alors un processus AR(1) à l’instar de [WOO 01] : bj ∼ N (0,Γj) avec

Γj = σ2jΛ
−1
j et où Λj est tridiagonale symétrique et dépend du paramètre AR ρj

[MAK 08] : (Λj)1,1 = (Λj)N,N = 1, (Λj)p,p = 1 + ρ2j pour p = 2 : N − 1
et (Λj)p+1,p = (Λj)p,p+1 = −ρj pour p = 1 : N − 1. Ces paramètres sont sup-

posés variables d’un voxel Vj à l’autre étant donnée leur dépendance avec les tissus
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[WOO 04a, PEN 07]. La vraisemblance s’écrit alors :

p(Y |hγ ,A,L,θ0) ∝

Jγ∏

j=1

|Γj |
−1/2 exp

(
−
1

2
ytjΓ

−1
j yj

)
, (7.3)

où θ0 = (θ0,j)j=1:Jγ
, θ0,j = (ρj ,σ

2
j ) et yj = yj − Pℓj − Sjhγ .

7.3.2. Lois a priori

Dans la démarche bayésienne, des lois a priori sont introduites sur les inconnues

(A,hγ ,L) et sur les hyperparamètresΘ.

Fonction de réponse hémodynamique (FRH)

A l’instar de [MAR 03, CIU 03], on attend une FRH à variations douces, sa den-

sité a priori est une distribution gaussienne multivariée dont la matrice de variance-

covariance exprime une contrainte sur la dérivée seconde : hγ ∼ N (0,vhR) avec

R = (Dt
2D2)

−1. Le but est de pénaliser les fortes variations de pente. Des contraintes

de bord sont en outre introduites sous la forme h0 = hD∆t = 0. L’a priori retenu pour

la variance vh correspond à l’a priori de Jeffreys : p(vh) = v
−1/2
h . Sur la seule base

de cette a priori, dans une parcelle inactive, on peut imaginer que la réponse hémo-

dynamique estimée sera de très faible amplitude, et donc sa pente le sera aussi. Elle

sera ainsi très vraisemblable. Plusieurs solutions sont envisageables pour éviter dans

le cas de signaux inactifs qu’une FRH solution soit aberrante faisant ainsi croire qu’il

s’agit d’un signal actif. L’une d’entre elles consiste à remplacer le vecteur moyenne

de la gaussienne en l’imposant à une forme proche d’une hémodynamique canonique.

Une autre consiste à détecter les parcelles actives après inférence, c’est-à-dire pour

lesquelles au moins une condition expérimentale est pertinente c’est-à-dire qu’elle

délivre une réponse évoquée significative ou des NRN positifs [BAK 12].

Niveaux de réponse neurale (NRN)

En accord avec le principe du maximum d’entropie [ROB 07, p. 109], l’indépen-

dance des NRN est postulée entre conditions : p(A |θa) =
∏

m p(am |θm) avec

θa = (θm)m=1:M regroupant l’ensemble des hyperparamètres pour lam-ième condi-

tion. Des modèles de mélange sont introduits pour segmenter les voxels activés des

voxels non activés. Soient qmj les variables d’allocation qui codent l’état activé (qmj =
1) ou non activé (qmj = 0) pour la condition m au sein du voxel Vj . Les NRN restent

indépendants conditionnellement à qm : p(am | qm,θm) =
∏

j p(a
m
j | q

m
j ,θm).

Les modèles de mélange spatiaux (MMS) introduits dans [VIN 10a] permettent

de prendre en compte une certaine corrélation spatiale entre voxels voisins de façon

à favoriser la détection de clusters d’activation plutôt que des voxels isolés. Dans les

MMS, les poids du mélange sont implicites et gourvernés uniquement par la relation
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locale d’interaction entre variables latentes. La distribution marginale des NRN, non

factorisable sur les voxels, s’écrit comme suit :

p(am |θm) =
∑

qm∈{0,1}Jγ

Pr(qm |θm)

Jγ∏

j=1

p(amj | q
m
j ,θm). (7.4)

Fort heureusement, comme nous le verrons en section 7.4, son expression explicite

n’est pas nécessaire puisque seules les lois conditionnelles sont utiles dans le schéma

d’échantillonnage.

La corrélation spatiale est prise en compte directement dans la probabilité d’acti-

vation à travers un champ de Ising caché4 sur les variables qm, à l’instar des travaux

antérieurs [HIG 98, SMI 03]. Ici, le champ a priori sur qm s’exprime sous la forme :

Pr(qm |βm) = Z(βm)−1 exp
(
βmU(qm)

)
où U(qm) =

∑

j∼k

I(qmj = qmk ) (7.5)

et I(A) = 1 si A est vraie et I(A) = 0 sinon. La notation j ∼ k signifie que la

somme s’étend sur toutes les paires (Vj ,Vk) de voxels voisins. Le système de voisi-

nage peut être 3D dans le volume cérébral intersectant la parcelle Pγ ou 2D le long

de la surface corticale. Dans ce chapitre, nous discutons seulement du cas 3D muni

de la 6-connexité. Les extensions à 18 et 26 voisins sont directes. Dans (7.5), nous ne

considérons pas de champ externe pour ne pas privilégier un état a priori. Néanmoins,

des travaux antérieurs ont montré qu’une information anatomique pouvait être modé-

lisée à travers un champ externe de façon à accroître la probabilité d’activation (classe

1) dans la matière grise [SMI 03]. Le paramètre βm > 0 contrôle le niveau de régu-

larisation spatiale : une valeur importante de βm associe des probabilités élevées aux

configurations homogènes, c’est-à-dire contenant des voxels de la même classe. No-

tons que les motifs d’activation au sein d’une parcelle Pγ sont susceptibles de varier

d’une conditionm à l’autre. C’est pourquoi différents paramètres βm sont considérés.

La fonction de partition (FP) Z(·) du champ de Markov s’écrit :

Z(βm) =
∑

qm∈{0,1}Jγ

exp
(
βmU(qm)

)
(7.6)

et assure la normalisation de la probabilitéPr(qm |βm). Dans la suite, nous supposons

que (amj | q
m
j = i) ∼ N (µi,m,vi,m), pour i = 0,1. Nous imposons µ0,m = 0 pour la

moyenne des NRN dans les voxels inactivés conduisant au vecteur d’hyperparamètres

θm = [v0,m,µ1,m,v1,m,βm] pour chaque condition m.

4. Notons que si l’on souhaite gérer également les déactivations, les champs de Potts à trois

classes se substituent aux champs de Ising, voir [RIS 11] pour les détails.



Détection-estimation conjointe en IRM fonctionnelle 203

Remarquons qu’une formulation proche de type Bernoulli-gaussienne a aussi été

proposée en IRMf dans [SMI 03]. Cette situation correspond au cas du mélange dégé-

néré c’est-à-dire v0,m = 0. Toutefois, cette formulation est trop fruste car différentes

configurations d’activation peuvent apparaître dans la parcelle courante et les para-

mètres θm du mélange pour la condition m sont censés s’adapter à l’ensemble de

celles-ci :

– Dans le cas où tous les voxels s’activent sous l’effet de la conditionm, le modèle

proposé est trop riche et donc l’estimation de v0,m tend vers 0. On retrouve le modèle

BG sans l’avoir imposé.

– Dans le cas où tous les voxels sont inactivés, l’estimation de µ1,m est proche de

0 et les deux classes du mélange se superposent. Là encore, le modèle est trop riche,

et l’approche développée dans [BAK 12] pour la sélection automatique des conditions

pertinentes apporte une solution efficace à ce problème. Considérer un modèle BG

n’apporterait rien dans ce cas, car lui aussi serait redondant.

– Dans le cas intermédiaire où seulement une partie des voxels s’active en réponse

à la condition m, le modèle de mélange proposé permet de s’adapter à des configu-

rations d’activité hétérogènes et amène à considérer comme inactifs des voxels fai-

blement activés au regard des autres présents dans la parcelle. C’est dans ce genre de

configurations que le modèle BG est pris en défaut car il peut conduire à des faux

positifs. L’introduction d’une variance v0,m 6= 0 permet ainsi de ne pas ramener l’es-

timation µ1,m vers 0 en excluant des voxels activés (ceux dont l’activité évoquée est

trop faible).

– En présence de légères déactivations5, c’est-à-dire de NRN négatifs, le modèle

BG est également pris en défaut et là encore, la formulation proposée, plus souple,

s’adapte à cette configuration pourvu que le nombre de déactivations et leur amplitude

soient faibles devant ceux des activations, ceci afin de maintenir µ1,m > 0.

– Des modèles de mélanges plus riches à trois classes et considérant des distribu-

tions à support sur  + ou  − pour les NRN des voxels activés et désactivés ont été

testés avec succès dans [MAK 08] mais la complexité numérique engendrée ne permet

pas de considérer aisément l’introduction de modèles spatiaux avec une estimation au-

todidacte des paramètres.

Il est intéressant de remarquer que la régularisation spatiale introduite sur A est

non-quadratique grâce à l’introduction d’un modèle composite sur (A,Q), elle permet

donc de réhausser les frontières des activations sur les murs de sillons au sein du cortex

d’une façon plus simple que l’usage d’une régularisation convexe non-quadratique

directement appliquée sur A. La raison tient au fait que l’estimation automatique du

niveau de régularisation βm ne fait intervenir que le champ de Ising ou de Potts a priori

5. phénomène bien connu mis en évidence dans le réseau fonctionnel du mode par défaut

[GRE 03, FOX 07, CIU 12], où le niveau d’activité décroît sous l’action d’une stimulation.
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dont le calcul de la fonction de partition peut être tabulé à l’avance car les variables

Q sont cachées : elles n’interviennent donc pas dans le modèle d’observation (7.1).

De plus, la régularisation reste séparable à travers les conditions expérimentales, alors

qu’une régularisation directe sur chaque vecteur am induirait une non-séparabilité en

raison de la forme du modèle d’observation.

Hyperparamètres des mélanges

Nous considérons des lois a priori conjuguées pour les variances v0,m et v1,m,

c’est-à-dire des distributions inverse-gamma, IG(av0 , bv0) et IG(av1 , bv1), identiques
pour toutes les conditions m. Le réglage des méta-hyperparamètres (av0,1 , bv0,1) doit
être réalisé en prenant soin d’être le moins informatif possible. Outre le fait que la

loi a posteriori conditionnelle reste inverse-gamma par conjugaison, l’intérêt de ce

choix réside dans le fait qu’elle reste propre. Ainsi, l’échantillonnage des distribu-

tions a posteriori conditionnelles des variances v·,m reste possible même quand une

des classes du mélange est vide ou constituée d’un seul élément, au contraire de la

situation générée par l’usage d’a priori non-informatif de Jeffreys c’est-à-dire d’une

loi p(v0,m) = v
−1/2
0,m . Pour les mêmes raisons, un a priori propre N (aµ1 , bµ1) est re-

tenu pour µ1,m. Les choix des constantes (aµ1 , bµ1) sont effectués pour exprimer des

densités diffuses, i.e., peu informatives.

Bruit et dérives

Les paramètres de bruit et de dérive, θ0 et L respectivement, sont supposés in-

dépendants spatialement : p(θ0,L | vℓ) =
∏

j p(θ0,j) p(ℓj | vℓ) et sans information a

priori, on choisit : ℓj ∼ N (0,vℓIQ)6 et p(ρj ,σ
2
j ) = σ−1j I(|ρj | < 1) afin d’assurer la

stabilité du processus AR(1) pour le bruit [KAY 88]. Comme pour vh, nous choisis-

sons un a priori non informatif de Jeffreys pour vℓ : p(vℓ) = v
−1/2
ℓ .

7.3.3. Distribution a posteriori

A partir des Eqs. (7.2)–(7.3), et des lois a priori définies, nous obtenons la loi a

posteriori :

p(hγ ,A,L,Q,Θ |Y ) ∝ p(Y |hγ ,A,L,θ0) p(A,Q |θA) p(hγ | vh)

p(L | vℓ) p(θ0) p(θA) p(vh) p(vℓ)

6. où IQ est la matrice identité de taille Q.
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qui se développe sous la forme suivante :

p(hγ ,A,L,Q,Θ |Y ) ∝ v
−D/2
h v

−JγQ/2
ℓ

Jγ∏

j=1

(1− ρ2j )
1/2σ−N−1

j I(|ρj | < 1)

exp


−

htγR
−1hγ

2vh
−

Jγ∑

j=1

(
ytjΛjyj

2σ2j
+
‖ℓj‖

2

2vℓ

)
 (7.7)

M∏

m=1

p(am | qm,θm)p(qm,θm).

Il apparaît sur (7.7) que cette distribution a posteriori est bien spécifique de Pγ à

travers la FRH hγ . Cette densité est par ailleurs trop complexe pour autoriser le calcul

analytique d’un estimateur. Par conséquent, nous exploitons dans la section 7.4 les

outils de la simulation stochastique, encore appelés méthodes de Monte-Carlo par

chaîne de Markov (MCMC) pour simuler des échantillons de (7.7). Une alternative

variationnelle est ensuite présentée en section 7.5.

7.4. Schéma d’inférence stochastique par MCMC

Le schéma d’inférence s’articule autour d’un échantillonneur hybride de Gibbs-

Metropolis dans lequel les lois a posteriori conditionnelles sont échantillonnées tour

à tour, soit directement (Gibbs) soit à l’aide d’une loi instrumentale (Metropolis-

Hastings). L’algorithmique est détaillé dans [VIN 10a, Table I]. Après convergence

de la chaîne de Markov, les quantités d’intérêt sont ensuite estimées au sens de la

moyenne a posteriori (PM pour Posterior Mean) comme suit : ∀x ∈ {hγ ,A,Θ} :

x̂MP = (Tc−T0)
−1

∑Tc

t=T0+1
x(t), où T0 définit la période de chauffe et Tc le nombre

d’itérations à convergence. Pour la détection, nous recourons à l’estimateur du maxi-

mum a posteriori marginal : (q̂mj )MMAP = argmaxi Pr(q
m
j = i |yj).

Succinctement, nous présentons deux étapes, i.e., celles qui concerne la simulation

de hγ et A, en vue de mettre en évidence les liens entre les schémas variationnel et

stochastisque.
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7.4.1. Simulation de la FRH et des NRN

La loi a posteriori p(hγ |Y ,A,L,Θ) est gaussienne et s’écrit N (µhγ
,Σhγ

)7 :

Σ
−1
hγ

= v−1h R−1 +

Jγ∑

j=1

St
jΓ
−1
j Sj , µhγ

= Σhγ

Jγ∑

j=1

St
jΓ
−1
j

(
yj − Pℓj

)
. (7.8)

De même, par un argument de conjugaison, la loi a priori (7.4) sur les NRN A étant

un mélange gaussien et la vraisemblance de A étant gaussienne lorsque hγ est fixé,

la densité a posteriori marginale p(A |Y ,hγ ,L,Θ) est aussi un mélange gaussien.

Compte tenu de l’introduction de Q dans le schéma d’échantillonnage8 et du modèle

de corrélation spatiale retenu en (7.5), la simulation de A se simplifie et se factorise :

p(A |Y ,Q,hγ ,Θ) =
∏

j p(aj |yj ,qj ,hγ ,Θ). Au sein du voxel Vj , il ne reste qu’à

considérer successivement les différentes conditions expérimentales m ∈  ∗M et si-

muler selon p(amj | q
m
j = i,yj , · · · ) = N

(
µm
i,j ,v

m
i,j

)
. L’identification des paramètres

(µm
i,j ,v

m
i,j) des lois gaussiennes conduit à :

vmi,j =
(
v−1i,m + gtmΓ

−1
j gm

)−1
, µm

i,j = vmi,j
(
gtmΓ

−1
j em,j + i µi,mv−1i,m

)
(7.9)

où gm = Xmhγ et em,j = yj−Pℓj−
∑

m′ 6=m am
′

j gm′ = yj +gm. L’identification

des poids λm
i,j du mélange a posteriori est détaillée en [VIN 10a, Annexe B].

7.4.2. Régularisation spatiale non supervisée et spatialement adaptative

Au sein d’une parcelle Pγ , la régularisation spatiale non supervisée consiste à

régler automatiquement le vecteur β à partir des données Y . Dans l’échantillonneur

de Gibbs proposé, cette étape est réalisée en probabilisant β et en ajoutant une étape

d’échantillonnage de p(β |Q), qui dépend de p(qm |βm) et de l’a priori p(β) :

p(β |Q) =

M∏

m=1

p(βm | q
m) ∝

M∏

m=1

Z(βm)−1 exp
(
βmU(qm)

)
p(βm) (7.10)

où p(βm) est choisie tronquée sur un intervalle [0,βmax] de façon à éviter les phéno-

mènes de transition de phase. La loi (7.10) dépend de Z(·), indépendant de m. Par

conséquent, l’estimation de Z(·) demeure un prérequis à toute tentative d’échantillon-

nage de p(βm | q
m). Dans [VIN 10a], un algorithme de Metropolis-Hastings a été mis

en œuvre pour réaliser cette étape. La probabilité d’acceptation d’une valeur candidate

7. Les auteurs signalent une erreur dans l’expression de Σ−1

h
dans [MAK 08, Eq. (B.1)].

8. Voir détails en [VIN 10a, Annexe B].
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β
(c)
m s’écrit : α(β

(t)
m → β

(c)
m ) = min(1, Am

t→c) où le rapport d’acceptation Am
t→c est

donné par :

Am
t→c =

p(β
(c)
m |q

(t)
m )g(β

(t)
m |β

(c)
m )

p(β
(t)
m |q

(t)
m )g(β

(c)
m |β

(t)
m )

=
Z(β

(t)
m )

Z(β
(c)
m )

exp
(
(β(c)m − β(t)m )U((qm)(t))

)
Bm

t→c,

avec Bm
t→c fonction la loi instrumentale g. L’évaluation exacte de Z(β) en un temps

raisonnable est impossible pour des tailles d’images classiques. Son estimation précise

est accessible en adoptant un schéma d’échantillonnage d’importance sur une grille

discrète de valeurs de β. Néanmoins, le coût calculatoire reste important lors d’une

analyse cerveau entier impliquant de multiples parcelles pour chacune desquelles la

FP du champ caché doit être estimée. En effet, ces parcelles ont toutes des géométries

et des tailles différentes comme l’illustre la figure 7.5.

Pour pallier cette difficulté, un schéma d’extrapolation de FPs est mis en place,

s’appuyant sur quelques fonctions de référence pour s’adapter aux variations de géo-

métrie. Les détails algorithmiques sont disponibles dans [VIN 10a, RIS 11].

d
en

si
té

taille

Figure 7.5 – Variabilité des parcelles issues de données réelles, formant la parcellisa-

tion d’entrée de l’approche DEC. A gauche : histogramme des tailles de parcelles ; à

droite : illustration de quelques parcelles avec des géométries variées.

7.5. Schéma alternatif d’inférence variationnelle

7.5.1. Motivations et fondements

L’analyse bayésienne exacte du modèle DEC est difficile et a conduit au cal-

cul approché de la distribution a posteriori (7.7) à l’aide d’une procédure MCMC,

dont la convergence asymptotique est assurée sous des conditions simples à vérifier



208 Méthodes d’inversion appliquées au TdSI

[GEM 84, HAS 70]. Toutefois, des difficultés de mise en œuvre peuvent apparaître du

fait de temps de calcul longs, de la nécessité de mettre en place un diagnostique de

convergence parfois sophistiqué des algorithmes de simulations [BRO 98], et du sur-

coût de travail nécessaire pour aborder des questions de sélection de modèle à partir

des échantillons de la loi a posteriori [MAR 07]. Ces considérations nous ont incités

à développer des approximations déterministes, en fait variationnelles, de la distri-

bution (7.7). Contrairement aux schémas MCMC, les techniques de calcul variation-

nelles ne sont en général pas exactes même asymptotiquement mais leur souplesse

calculatoire justifie bien souvent leur utilisation.

L’idée maîtresse ici consiste à approcher la distribution cible i.e., la loi a posteriori

avec une distribution pour laquelle on peut mener les calculs inhérents à un algorithme

de maximisation de la vraisemblance, tel que l’algorithme EM (Expectation Maximi-

zation) [DEM 77]. L’identification de la meilleure distribution approchant la loi cible

est réalisée au sens de la divergence de Kullback-Leibler en imposant des contraintes

supplémentaires lorsque la distribution cible n’est pas calculable directement. La pro-

cédure la plus courante consiste ainsi à supposer une forme produit pour la distribution

approchante comme nous allons l’illustrer maintenant dans le modèle DEC.

Outre l’approximation basée sur un principe variationnel, la différence avec l’ap-

proche précédente réside dans l’absence d’a priori sur les paramètres. Nous nous pla-

çons ici dans un cadre non bayésien avec variables manquantes. Les variables d’inté-

rêt considérées comme manquantes sont A, hγ , Q alors que L et Θ ont le statut de

paramètres estimés par maximum de vraisemblance dans un schéma itératif de type

Expectation-Maximization (EM) [DEM 77]. Notons que du point de vue du traitement

probabiliste, il n’y a pas de différence entre une variable manquante et un paramètre

avec une loi a priori de sorte qu’il est facile d’incorporer celle-ci sur certains para-

mètres si nécessaire. Nous illustrerons dans la suite cette flexibilité en ajoutant un a

priori sur les paramètres de régularisation spatiale βm.

7.5.2. Algorithme EM variationnel

Nous cherchons une approximation produit sous la forme p̃ = p̃A p̃Hγ
p̃Q de la

distribution a posteriori cible fHγAQ = p(hγ ,A,Q |Y ;Θ)9 en minimisant la diver-

gence de Kullback-Leibler D(p̃||fHγAQ) :

D(p̃ || fHγAQ) =

∫
p̃(hγ ,A,Q) ln

p̃(hγ ,A,Q)

fHγAQ(hγ ,A,Q)
dhγ dA dQ (7.11)

9. L’utilisation du point-virgule permet de distinguer les paramètres déterministes inconnus au

sein d’un modèle probabiliste des paramètres ou variables aléatoires.
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ou de façon équivalente en maximisant l’énergie libre F(p̃;Θ) = ln p(Y ;Θ) −
D(p̃ || fHγAQ) [NEA 98]. Les termes de la loi produit optimale vérifient alors :

(p̃A, p̃Hγ
, p̃Q) = argmax

pH ,pA,pQ

F(pA pH pQ;Θ),

ce qui du fait de la forme produit se simplifie encore mais conduit à des formules qui

restent couplées et pour lesquelles des solutions explicites directes pour p̃A, p̃Hγ
et p̃Q

ne sont pas disponibles. Toutefois, la formulation ci-dessus a l’avantage de conduire à

une solution itérative dans laquelle on met à jour successivement l’un des termes p̃A,

p̃Hγ
et p̃Q comme suit, les deux autres étant fixés :

étape E-H : p̃
(r)
Hγ

= argmax
pHγ

F(p̃
(r−1)
A pHγ

p̃
(r−1)
Q ;Θ(r−1)) (7.12)

étape E-A : p̃
(r)
A = argmax

pA

F(pA p̃
(r)
Hγ

p̃
(r−1)
Q ;Θ(r−1)) (7.13)

étape E-Q : p̃
(r)
Q = argmax

pQ

F(p̃
(r)
A p̃

(r)
Hγ

pQ;Θ
(r−1)) . (7.14)

en notant p̃
(r−1)
A , p̃

(r−1)
Q etΘ(r−1), des solutions courantes et des paramètres à l’itéra-

tion r−1. Les expressions (7.12)-(7.14) peuvent alors s’écrire en termes de divergence
de Kullback-Leibler dont les propriétés permettent d’identifier les distributions solu-
tions comme suit :

p̃
(r)
Hγ

(hγ) ∝ exp

(
E
p̃
(r−1)
A

p̃
(r−1)
Q

[
ln p(hγ |Y ,A,Q;Θ(r−1)

])
(7.15)

p̃
(r)
A (A) ∝ exp

(
E
p̃
(r)
Hγ

p̃
(r−1)
Q

[
ln p(A |Y ,hγ ,Q;Θ(r−1))

])
(7.16)

p̃
(r)
Q (Q) ∝ exp

(
E
p̃
(r)
A

p̃
(r)
Hγ

[
ln p(Q |Y ,hγ ,A;Θ(r−1))

])
. (7.17)

Pour ce qui est de l’estimation des paramètresΘ, on effectue les mises à jour selon :

Θ
(r) = argmax

Θ

E
p̃
(r)
A

p̃
(r)
Hγ

p̃
(r)
Q

[
ln p(Y ,hγ ,A,Q ; Θ)

]
. (7.18)

Les expressions des lois p̃
(r)
Hγ

, p̃(r)A et p̃(r)Q s’avèrent explicites, de même que celles

d’une partie des paramètresΘ. En particulier, les distributions p̃(r)Hγ
et p̃(r)A sont gaus-

siennes. Dans la suite, pour alléger les notations, nous éliminons l’exposant r et nous
notons p̃Hγ

= N (mHγ
,VHγ

) et p̃A =
∏

j p̃Aj
avec p̃Aj

= N (mAj
,VAj

). Les ex-
pressions de mHγ

et VHγ
sont proches de celles obtenues avec la procédure MCMC

en équation (7.8). Les termes qui dans (7.8) dépendent des amj sont remplacés par leur



210 Méthodes d’inversion appliquées au TdSI

espérance sous la loi p̃A. A partir de (7.15), il vient :

mHγ
= VHγ

Jγ∑

j=1

S̃t
jΓ
−1
j (yj − P ℓ̃j) (7.19)

V −1
Hγ

= v−1h R−1 +

Jγ∑

j=1

( ∑

m,m′

vAm
j Am′

j
Xt

mΓ
−1
j Xm′ + S̃t

jΓ
−1
j S̃j

)
(7.20)

où S̃j =
∑M

m=1mAm
j
Xm. Les notations mAm

j
et vAm

j Am′

j
représentent respective-

ment les composants m et (m,m′) du vecteur des moyennes et de la matrice de co-
variance de la distribution courante p̃Aj

. Pour la distribution p̃Aj
définie sur  M , il

vient :

mAj
= VAj

( ∑

i=0,1

∆ijµi + G̃t
Γ
−1
j (yj − Pℓj)

)
(7.21)

VAj
=

( ∑

i=0,1

∆ij + H̃j

)−1
(7.22)

où µi = [µi,1, . . . , µi,M ]
t, G̃ = Ep̃Hγ

[
G
]
avec G = [g1, . . . , gM ] (la colonne m de

G̃ est notée g̃m = XmmHγ
),∆ij = diag[p̃Qm

j
(i)/ṽi,m] et H̃j = Ep̃Hγ

[
Gt
Γ
−1
j G

]
,

une matrice M ×M dont l’élément (m,m′) est :

Ep̃Hγ

[
gtmΓ

−1
j gm′

]
= Ep̃Hγ

[
gm

]t
Γ
−1
j Ep̃Hγ

[
gm′

]
+ tr

(
Γ
−1
j covp̃Hγ

(gm,gm′)
)

= g̃tmΓ
−1
j g̃m′ + tr

(
Γ
−1
j XmVHγ

Xt
m′

)
.

Dans ce cas, la similarité avec les mises à jour obtenues par MCMC est moins fla-
grante. En MCMC en effet, les amj sont simulées tour à tour et conditionnellement

aux qmj et aux autres am
′

j . Dans l’algorithme EM variationnel (VEM), on calcule
les marginales et on intègre sur les autres variables (qmj ). Toutefois, une manière
de montrer la cohérence avec les moments (7.9) de la loi gaussienne conditionnelle
p(amj | q

m
j = i,yj , . . .) est de supposer l’équivalent de qmj = i c’est-à-dire p̃Qm

j
(i) = 1

et p̃Qm
j
(1−i) = 0. Dans l’équation (7.22) de la variance, lem-ième terme diagonal de

∑
i∆ij+H̃j est alors égal à v

−1
i,m+ g̃tmΓ

−1
j g̃m+tr(Γ−1j XmVHγ

Xm
t). On retrouve

dans les deux premiers termes une expression proche de (7.9) avec un troisième terme
supplémentaire.

Pour la moyenne, le m-ième terme diagonal de
∑

i∆ijµi + G̃t
Γ
−1
j (yj − Pℓj)

dans (7.21) est i µi,m v−1i,m+g̃tmΓ
−1
j (yj−Pℓj). On retrouve ainsi le deuxième facteur

dans l’expression (7.9) au remplacement de gm par g̃m et au terme
∑

m′ 6=m am
′

j gm′
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près. C’est dans ce dernier terme que s’exprime le conditionnement par les am
′

j absent
de la formulation variationnelle, ainsi que l’interaction entre les différentes conditions.
Celle-ci se fait naturellement à travers le conditionnement par les am

′

j en MCMC alors
qu’elle se fait à travers des expressions matricielles plus complexes et des termes
supplémentaires en VEM.

Pour la mise à jour de p̃Q, les variables (am, qm) constituent des couples indé-
pendants dont les lois a priori respectives sont des modèles de Ising cachés respecti-
vement de paramètre d’interaction βm, sans champ externe et avec des distributions
d’émission gaussiennes. Il en découle que p̃Q(Q) a une forme produit : p̃Q(Q) =∏

m p̃Qm(qm) avec p̃Qm(qm) = f(qm |am = mAm ;µ.,m,v.,m,βm) où le membre
de droite représente la loi conditionnelle pour une loi jointe notée f qui est la loi d’un
champ de Ising caché modifié par rapport au champ de Ising caché a priori (am,qm).
La modification consiste à remplacer les observations amj par leur moyennemAm

j
(qui

deviennent les nouvelles observations) et à ajouter un champ externe pour j ∈ Jγ et
i ∈ {0,1}, αi,j = −vAm

j Am
j
/vi,m, le paramètre de régularisation restant βm. Toute-

fois l’expression du Ising caché modifié n’est pas disponible explicitement du fait de la
fonction de partition. On peut cependant en trouver une approximation variationnelle,
encore dite en champ moyen, comme précisé dans [CEL 03]. Cela revient à consi-
dérer l’approximation produit : p̃Qm(qm) ≈

∏
j p̃Qm(qmj | {q̃

m
k , k ∼ j}) avec q̃m un

champ de valeurs fixées qui vérifient une équation de point fixe à résoudre. Cela résout
le problème car les probabilités conditionnelles ci-dessus pour le champ de Ising ca-
ché p̃Qm sont maintenant calculables. Par ailleurs, en appliquant le principe du champ
moyen, les q̃mk s’interprètent comme les valeurs moyennes du champ de Ising caché
en chaque site k. D’autres approximations sont possibles, voir [CEL 03].

Pour la mise à jour des paramètresΘ, l’expression (7.18) donne lieu à quatre mises
à jour indépendantes. Les deux premières sont explicites. Notons p̄im =

∑
j p̃Qm

j
(i)

pour i ∈ {0,1}. Il vient :

µi,m =

Jγ∑

j=1

p̃Qm
j
(i)

p̄im
mAm

j
, vi,m =

Jγ∑

j=1

p̃Qm
j
(i)

p̄im

(
(mAm

j
− µi,m)2 + vAj

mAj
m

)

vh = (D − 1)−1Ep̃Hγ

[
htγR

−1hγ

]
= (D − 1)−1(mt

Hγ
R−1mHγ

+ tr(VHγ
R−1))

= (D − 1)−1tr((VHγ
+mHγ

mHγ

t)R−1).

Concernant les paramètres des gaussiennes, pour la comparaison avec la procédure
MCMC on peut regarder les lois a posteriori obtenues pour ces paramètres telles que
détaillées dans [VIN 10b, AnnexeA]. Reprenant les notations de [VIN 10b], lorsque
dans les formules ci-dessus on pose p̃Qm

j
(1) = 1 pour j tel que qmj = 1 dans la

procédure MCMC, on retrouve µ1,m =
∑

j∈C1,m
mAm

j
/J1,m. Ceci est cohérent avec

l’expression de η1,m [VIN 10b, équation (A.4)] lorsque l’on remplace les amj par les
mAm

j
(en variationnel, l’hyperparamètre aµ1 n’a pas lieu d’être). Pour les variances,
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il vient vi,m =
∑

j∈Ci,m
((mAm

j
− µi,m)2 + vAm

j Am
j
)/Ji,m, ce qui au terme vAm

j Am
j

près est cohérent avec la moyenne (cf. [VIN 10b, Eq. (A.4)]) de la loi inverse-gamma
de vi,m dans la procédureMCMC. Outre le fait qu’enMCMC, on conditionne pour ces
calculs par les amj , les différences observées sont dues à la présence d’hyperparamètres
et de lois a priori qui n’existent pas dans l’algorithme VEM discuté ici.

Pour vh on retrouve en VEM une expression cohérente avec la simulation de vh
en MCMC (cf. [MAK 08, § B.1]). Tandis que vh est simulé conditionnellement à hγ

fixé à sa valeur courante en MCMC, les expressions en hγ sont remplacées par leur
espérance sous la loi approchante courante en VEM.

Les deux autres mises à jour (paramètres d’interaction β et paramètres de bruit)
nécessitent une procédure de maximisation itérative. Pour les paramètres βm, l’ap-
proximation produit ci-dessus [CEL 03] conduit à une équation pour laquelle on peut
utiliser un algorithme de type gradient. On observe alors une tendance à la suresti-
mation de ces paramètres. Ceci peut être compensé en partie en introduisant une loi
a priori p(βm) visant à réduire la valeur estimée βm. Nous illustrons ainsi la pos-
sibilité mentionnée précédemment d’incorporer comme dans le cas MCMC des lois
a priori sur les paramètres. Plus précisément, si l’on suppose que p(βm) est une loi
exponentielle de paramètre λm, on a :

βm = argmax
β′m

Ep̃Qm [ln p(qm |β′m)p(β′m)]

= argmax
β′m

{− lnZ(β′m) + β′m(
∑

j∼k

Ep̃Qm

[
I(qmj = qmk )

]
− λm)}.

Si l’on dérive par rapport à βm, on retrouve alors l’expression classique détaillée
dans [CEL 03] dans laquelle on a soustrait la constante λm à la quantité usuelle∑

j∼k Ep̃Qm

[
I(qmj = qmk )

]
représentant le nombre moyen de cliques homogènes sous

la loi approchante. Il est facile de voir que cette soustraction a pour effet de diminuer
la valeur de βm estimée comme souhaité.

Quant aux paramètres {ℓj ,σ2j ,Λj , j = 1..Jγ}, ils satisfont une équation de point
fixe que nous ne détaillons pas complètement. Dans le cas AR(1), on peut montrer que

ℓj = (P t
Γ
−1
j P )−1P t

Γ
−1
j

(
yj − S̃jmHγ

)
= F1(ρj) (7.23)

On peut remarquer ainsi sur (7.23) une similarité avec [MAK 08, Eq. (B.2)] lorsqu’on
remplace hγ et A par mHγ

et mA. De manière similaire, on peut montrer que les
valeurs optimales vérifient deux autres relations σ2j = F2(ρj , ℓj) et ρj = F3(ρj ,σ

2
j ).

Ceci permet alors de combiner ces différentes relations pour estimer ρj comme solu-
tion d’une équation de point fixe et d’en déduire ensuite ℓj et σj .
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7.6. Comparaison des deux types de solutions

Pour comparer les deux méthodes, un certain nombre de simulations ainsi que des
expériences sur données réelles ont été conduites [CHA 11a].

Expériences sur données simulées. Dans un premier temps, nous avons simulé des
données à partir de l’équation (7.1) et de la loi p(A |Q) avec une matrice P définie
comme une base de transformée en cosinus discrète, un bruit blanc gaussien (σ2j =
0.5, Λj = IN ) et M = 2 conditions expérimentales avec des rapports contraste à
bruit (RCB) variables. Plus précisément, nous avons fixé : µ1,1 = 2,8, v1,1 = 0,3 et
µ1,2 = 1,8, v1,2 = 0,4, de sorte que µ1,1/v1,1 > µ1,2/v1,2. Les autres variances v0,·
sont fixées à 0,3. En suivant ce mélange, les NRN artificiels sont générés condition-
nellement à des images binaires synthétiques de taille 20× 20 représentant les pixels
activés et non activés (figure 7.6). Par ailleurs, le paradigme initial est consituté de 15
stimuli pour chacune des conditions. Les données simulées sont ainsi constituées de
séries temporelles de 152 scans.

NRN Labels
Vérité MCMC/VEM MCMC VEM

m = 1

m = 2

Figure 7.6 – A gauche : NRN simulés et estimés par MCMC et VEM (résultats très
proches) ; à droite : cartes de probabilité a posteriori obtenues par l’approximation
p̃Qm

(VEM) et par l’estimateur du MMAP q̂m (MCMC).

Les deux procédures MCMC et VEM sont alors appliquées sur ces données. Nous
nous plaçons d’abord sous le vrai modèle de bruit, i.e., blanc gaussien comme dans
les simulations. Les deux approches produisent des NRN très proches. Une légère
différence est observée sur les probabilités d’activation a posteriori pour la condition
avec un faible RCB (m = 2). Ces probabilités sont données par pQm

j
(1) dans le cas

variationnel et par q̂mj (1) défini en section 7.4 dans le cas MCMC. Cette différence
suggère un gain en robustesse en faveur de l’approche variationnelle. Les niveaux de
régularisation spatiale estimés diffèrent également avec β̂1 = 0,78, β̂2 = 0,92 pour
MCMC et β̂1 = 1,04, β̂2 = 1,08 pour VEM.
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Pour une comparaison plus quantitative, des simulations additionnelles ont été ef-
fectuées avec des densités variables de stimuli (de 5 à 30), des variances de bruit
variables et différents modèles de corrélation temporelle pour le bruit (structure AR
pourΛi). Les résultats sont illustrés en figure 7.7 qui montre (a) l’évolution de l’erreur
en moyenne quadratique (EMQ) des NRN estimés en fonction du nombre de stimuli
pour des simulations sous un modèle de bruit AR(2) alors que l’estimation suppose
un bruit blanc gaussien comme précédemment.

E
M

Q

%
∆

si
gn

al
B
O
L
D

Nombre de stimuli Temps (s) Temps (s)
(a) (b) : 5 stimuli (c) : 15 stimuli

Figure 7.7 – (a) Evolution de l’EMQ des NRN en fonction du nombre de stimuli, (b)-
(c) vérité de terrain et FRH estimées avec des inférences VEM et MCMC pour deux
densités de stimuli différentes en utilisant un bruit AR(2).

La figure 7.7(a) montre que pour une densité de stimuli faible, i.e., pour un faible
rapport signal sur bruit (RSB), la version variationnelle est plus robuste. Pour des den-
sités plus élevées (supérieures à 20) les deux approches se comportent de la même ma-
nière. Par ailleurs, les figures 7.7(b)-(c) montrent pour deux densités de stimulations
différentes (5 et 15) les FRH estimées par rapport à la FRH canonique utilisée pour
la simulation. Les principales caractéristiques (valeur du pic, temps d’arrivée au pic
et undershoot) sont estimées correctement par les deux approches. Cependant, nous
observons en figure 7.7(b) que pour une densité de stimuli faible, l’approche variation-
nelle est moins précise que son pendant stochastique au niveau de l’undershoot. Cette
observation se confirme également lorsque l’on fait varier les trois caractéristiques ci-
dessus de la vraie FRH utilisée dans les simulations. Toutefois, lorsque estimations et
simulations sont faites avec le même modèle de bruit, les différences observées entre
les deux approches sont minimes et non significatives.

Les figures 7.8(a)-(b) montrent l’évolution de l’EMQ des NRN en fonction du
RSB lorsque l’on fait varier respectivement la variance du bruit et l’autocorrelation.

Dans ce dernier cas, les deux paramètres du modèle AR(2) sont modifiés de ma-
nière à maintenir un processus AR stable. Comme déjà observé dans [CAS 08], pour
un RSB donné, une plus grande autocorrélation induit une augmentation de l’EMQ
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Figure 7.8 – Evolution de l’EMQ des NRN en fonction du RSB d’entrée (bruit AR(2))
(a) en variant la variance du bruit et (b) le niveau de corrélation du bruit AR(2).

plus importante que l’augmentation de la variance de bruit, et ceci pour les deux ap-
proches. Les deux méthodes se comportent d’ailleurs de la même manière sur une
large plage de valeurs pour RSB > 5,5 dB.

Enfin, l’avantage le plus notable de l’approche variationnelle réside dans les temps
de calculs. Sur une architecture Intel Core 2 - 2,26 GHz - 2 Gb RAM, les résultats ont
été obtenus environ 30 fois plus vite.

Expériences sur données réelles. Nous avons également considéré des données IRMf
réelles issues d’une IRM 3T (Siemens Trio) avec une séquence à écho de gradient
EPI (TE = 30ms/TR = 2,4 s/FOV = 192mm2) et un paradigme issus d’un protocole
Localizer [PIN 07]. L’acquisition réalisée comprend une seule session de N = 128
scans de volumes 3D à la résolution 2 × 2 × 3mm3. Le paradigme comprend dix
conditions (phrases écoutées et lues, calculs induits auditivement et lus, clics gauches
et droits induits auditivement et visuellement, damiers horizontaux et verticaux) ré-
parties en soixante stimuli.

Nous nous sommes focalisés sur le contraste calcul-phrase (stimuli auditifs
et visuels combinés) en prenant en compte les différences d’activations induites par
les conditions calcul et phrase dans le sillon intraparietal gauche, subdivisé en 17
parcelles pour les analyses de DEC. Le choix de cette région réside dans le fait qu’elle
est susceptible d’induire une FRH qui s’écarte de la forme canonique. Une version
étendue de ces résultats est présentée dans [CHA 12].

La figure 7.9 montre que les NRN estimés par les deux approches sont très proches
et suivent de manière satisfaisante l’anatomie des sillons sous-jacente. Notons ici que
seule la coupe la plus activée est visualisée en figure 7.9, où nous montrons aussi
les deux estimations (MCMC et VEM) de la FRH dans la parcelle la plus activée
qui comprend environ 200 voxels. Les FRH sont proches pour les deux approches et
s’écartent clairement de la forme canonique notamment au niveau du temps d’arrivée
au pic et de l’undershoot, i.e., la déplétion post-activation. L’approche variationnelle
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MCMC VEM

%
∆

si
gn

al
B
O
L
D

si
g

temps (s.)

β̂calcul β̂phrase β̂calcul β̂phrase

Figure 7.9 – Vues coronale (ligne du haut, extérieur), sagittale (ligne du haut, centre)
et axiale (ligne du milieu) du contraste calcul-phrase estimé par DEC MCMC
(à gauche) et VEM (à droite). Au centre : FRH estimée par MCMC (en vert) et par
VEM (en bleu) ainsi que la FRH canonique en pointillés noirs. La ligne du bas montre
les cartes de niveau de régularisation spatiale estimé pour les conditions calcul et
phrase par MCMC (2 cartes de gauche respectivement) et par VEM (2 cartes de
droite).

produit une FRH qui oscille davantage au niveau de cette déplétion mais ceci est à
tempérer par le fait que de manière générale, l’estimation de la queue de la FRH est
moins fiable que celle du pic pour lequel le niveau de signal BOLD est plus important.
De plus, la nature événementielle du paradigme considéré ici n’est pas adaptée pour
étudier précisément les caractéristiques de la queue de la FRH. Avec un paradigme
événementiel lent pour lequel les réponses ne se chevauchent pas dans le temps, nos
tests démontrent que ces oscillations disparaissent. Une solution pragmatique propo-
sée pour résoudre cette question dans le cadre des paradigmes événementiels rapides
consiste à introduire dans le dessin du paradigme des événements nuls, c’est-à-dire
des durées légèrement plus longues sans stimulation, de façon à laisser le temps à la
réponse hémodynamique de recrouvrer sa ligne de base. Une autre voie consiste à
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contraindre le modèle de la FRH à l’aide d’une approche semi-paramétrique comme
dans [GEN 00, WOO 04a].

Par ailleurs, les niveaux de régularisation spatiale estimés, comme le montrent les
cartes en bas de la figure 7.9, sont sensiblement différents d’une approche à l’autre,
avec des niveaux estimés plus forts pour VEM. Toutefois, pour la parcelle s’activant
le plus, on note pour les deux approches une cohérence avec le contraste obtenu : la
valeur de β̂ est plus forte pour la condition calcul que pour la condition phrase.
Enfin, pour ce qui est des temps de calculs, on observe, dans l’étude de cette par-
celle, un même gain d’un facteur 30 pour l’approche variationnelle, comme sur les
simulations.

7.7. Conclusion

Les expériences décrites dans la section précédente visaient essentiellement à com-
parer les deux approches VEM et MCMC proposées pour l’estimation du modèle
DEC. Des résultats plus poussés sur l’approche DEC elle-même et sa comparaison
avec d’autres modèles peuvent également être trouvés dans [BAD 11].

Les résultats de la section 7.6 confirment les attraits classiques de l’approche va-
riationnelle, à savoir la simplicité de mise en œuvre, la rapidité des calculs, etc. Pour
ce qui est de la comparaison avec la procédure MCMC, ce qui apparaît comme parti-
culièrement avantageux est la simplicité du critère de convergence en variationnel et
la possibilité d’étendre relativement facilement la procédure à des modélisations plus
complexes incluant par exemple des bruits AR d’ordre supérieur ou un modèle d’ha-
bituation neurale. Les aspects sélection de modèles sont également à portée si l’on
considère des critères de type vraisemblance pénalisée dont l’approche variationnelle
peut fournir facilement une approximation [FOR 03].

En ce qui concerne les performances, elles sont souvent très proches pour les deux
schémas d’inférence, si l’on s’intéresse comme ici aux estimateurs ponctuels. Des
différences significatives apparaissent en revanche sur les mesures d’incertitudes sur
ces estimateurs, i.e., sur les variances d’estimation.

Ce résultat sur les estimateurs ponctuelles peut paraître étonnant dans la mesure
où seule la procédure MCMC offre des garanties de convergence théoriques mais en
réalité il peut cacher différentes situations. D’une part, cela n’exclut pas que l’ap-
proche variationnelle possède également dans certains cas les mêmes propriétés de
convergence mais il n’existe pas à ce jour de résultat assez général sur la qualité de
ces approximations. D’autre part, il n’est pas exclu que les simplifications introduites
dans l’approche variationnelle sur la factorisation de la distribution cible induisent
une plus grande robustesse vis-à-vis de certaines erreurs de modèle (stationnarité de
la réponse, forme du bruit, ...).
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Dans le cas précis de la DEC, on pourrait envisager une étude par simulations plus
poussée pour tenter de mieux cerner à quel stade du modèle l’approximation varia-
tionnelle agit le plus et potentiellement indiquer si cette action est source d’erreurs
importantes ou non. Un autre aspect intéressant observé dans nos simulations, et qui
n’est pas contradictoire avec l’aspect approximation, est la plus grande robustesse de
l’approche variationnelle aux erreurs du modèle.

Enfin, pour compléter la comparaison des approches et l’évaluation du potentiel
de la solution variationnelle, il serait intéressant de mener avec celle-ci une analyse de
groupe comme celle menée avec la procédure MCMC dans [BAD 11].
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Chapitre 8

Approches MCMC et variationnelle de
l’inversion bayésienne en imagerie de

diffraction

8.1. Introduction

Le terme « imagerie de diffraction » est à prendre, ici, au sens d’un « problème
inverse de diffraction » où le but est de reconstruire une image d’un objet inconnu
(une cartographie de ses paramètres physiques tels que la permittivité diélectrique) à
partir de la mesure du champ (dit diffracté) résultant de son interaction avec une onde
interrogatrice (dite onde incidente) connue. Ce type de problèmes se rencontre dans
de nombreuses applications d’imagerie ou de contrôle non destructif. Il correspond à
la situation où la recherche d’un bon compromis entre la résolution de l’image (le plus
petit détail observable) et la pénétration de l’onde incidente dans les milieux interrogés
conduit à choisir la longueur d’onde de cette dernière dans le domaine dit de « réso-
nance », au sens où elle est de l’ordre de grandeur des dimensions caractéristiques
ou des inhomogénéités de l’objet sous test. L’interaction onde-objet donne alors lieu à
des phénomènes de diffraction importants. C’est le cas des deux applications que nous
considérons ici, où les ondes interrogatrices sont des ondes électromagnétiques dont
les longueurs d’onde se situent dans le domaine des micro-ondes et celui de l’optique
et où les dimensions caractéristiques des objets recherchés sont de l’ordre de 1 cm et
1µm, respectivement.
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